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За счёт накопления больших объёмов данных в сферах науки, 

бизнеса, здравоохранения и образования возможности применения 

технологий машинного обучения постоянно расширяются Машинное 

обучение стоит на стыке таких дисциплин, как математика, статистика, 

теория вероятностей и теория графов.  

Современный школьник должен понимать, что все мы используем 

системы машинного обучения каждый день - например, спам-фильтры, 



рекомендательные системы, сервисы перевода с одного языка на другой, 

чат-боты и цифровые помощники, поисковые системы и системы 

обнаружения мошенничества. Со временем станет нормой, когда система 

машинного обучения будет водить автомобили и помогать врачам 

диагностировать и лечить наши болезни. Важно, чтоб ребенок знал, как 

работает наш мир. В рамках современных уроках информатики, в 10- 11 

классов уже возникла необходимость изучать базовые методы и 

алгоритмы машинного обучения. Одним из них является метод «деревья 

решений», который представлен в достаточно простой для понимания 

форме. Разобрав принципы его работы на аналитических моделях, можно 

приступить к его программной реализации средствами языков 

программирования. Рассмотрим основные подходы к изучению данного 

метода. 

Деревья решений — это непараметрический контролируемый метод 

обучения, используемый для классификации и регрессии. Цель состоит в 

том, чтобы создать модель, которая предсказывает значение целевой 

переменной, изучая простые правила принятия решений, выведенные из 

характеристик данных.  

Алгоритм представляет в основном жадное (каждом шагу выбирается 

лучшее) нисходящее, рекурсивное разбиение. Алгоритм начинает с 

корневого узла, который содержит все записи, а затем делается набор 

ветвлений [1,4,5]. 

Самый верхний узел в дереве решений называется корневой узел. 

Узел принятия решения разделяется на дополнительные узлы. Лист — 

узел, который не разделяется на другие узлы. 

На уроках информатики (или во время внеурочных форм изучения 

материала) данному методу можно посвятить три занятия: рассмотреть на 

его основе решение задач регрессии (прогнозирование результата), 

классификации и объединение его в ансамблевый метод для более 

корректного решения задач. 

 

Пример 1. Решающее дерево в задачах предсказания данных. 

 

При регрессии в листах стоит какое-то значение целевой функции. 

У набора данных два признака, x0 и x1, одна целевая переменная 

(метка) y и девять наблюдений.  

 

Набор данных (описание прецедентов) представлен в таблице 1. 



Таблица 1 

Исходный набор прецедентов со значением 

X0 X1 Y 

2 -2 2 

1 3 4 

3 -6 3 

-4 8 24 

3 7 16 

1 1 2 

-1 2 3 

2 2 6 

4 1 17 

 

Рассмотрим алгоритм работы 

1. На первом шаге мы создаем корневой узел – местонахождения 

всех объектов. В нашем примере их девять. Найдем среднюю величину по 

Y по всем значениям. 𝑌̂= 8.556. Для оценки на сколько отличаются 

объекты на данном уровне вычислим среднеквадратичную ошибку (MSE 

- Mean Squared Error). Благодаря возведению в квадрат частных 

отклонений мы гиперболизируем большие выбросы, они сильнее влияют 

на итоговый результат. Приведем формулу и расчет. 

𝑀𝑆𝐸 =
1

𝑛
∑(𝑌𝑖 − 𝑌̂)2

𝑛

𝑖=1

 

𝑌̂ = (2 +4 + 3 + 24 + 16 + 2 + 3 + 6 + 17) : 9 = 8.556 

MSE =( (2 – 8.556)2 + (4 – 8.556)2 + (3 – 8.556)2+(24 – 8.556)2 + (16 – 

8.556)2 + (2 – 8.556)2  + (3 – 8.556)2 + (6– 8.556)2 + (17 – 8.556)2) : 9 =  

540.22 : 9 = 60.02 

2. По каждому из признаков делает отбор деления ветви на две. 

Например, берем x1. Значения x1 отсортируем -  -6, -2, 1, 1, 2, 2, 3, 7, 8. 

Если признак имеет n значений, мы смотрим варианты – возможные ветви 

деления (их не больше n-1): <=-6, <=-2, <=1 …. 

3. Деление создает два узла. Вычисляем по каждому узлу 

показатель MSE на основе прецедентов, которые туда попали. По каждой 

из вариантов ветвей деления мы найдем информационную полноту – она 

покажет сколько полезной информации мы приобрели на каждой из 

ветвей (информационный выигрыш - Information Gain). Информационный 

выигрыш — это метрика, введенная для оценки качества разбиения 



объектов по предикату при построении дерева решений. Вычисляется 

прирост информации узла T в результате разбиения по атрибуту A:  

Information Gain (A)=Info(T)−InfoA(T) = 𝑀𝑆𝐸 − (
𝑁𝑡𝑟

𝑁𝑡
∗  𝑀𝑆𝐸𝑟 +  

𝑁𝑡𝑙

𝑁𝑡
∗

 𝑀𝑆𝐸𝑙 ), где 

Nt— число выборок в текущем узле,  

Ntl — количество выборок в левом дочернем элементе,  

Ntr — число выборок в правом дочернем элементе, 

MSE – MSE корневого для ветвления узла, 

MSEr – MSE правого узла, 

MSEl – MSE левого узла. 

Вариант с большей полезной информацией из всех мы оставляем в 

дереве. 

Другой вариант выбора какой вариант деления предпочтительнее 

заключается в следующем: мы по каждой ветке высчитываем сумму  

MSEr +MSEl.  Какой из вариантов окажется меньше, тот и выбираем как 

оптимальный.  

4. Мы продолжим деление дальше уже по новым веткам. 

Прервать деление мы можем по нескольким показателям: 

4.1.  Количество объектов в узле меньше определённого нами 

числа, например, 5.  

4.2.  Мы ограничиваемся глубиной дерева (т.е – максимальным 

количеством уровней). 

4.3.  Ориентируемся на дополнительный показатель, который 

принимаем с самого начала построения дерева – функция минимальных 

примесей. 

Формулу функции минимальных примесей определим, как: 
𝑁𝑡

𝑁
(𝑀𝑆𝐸 −  

𝑁𝑡𝑟

𝑁𝑡
∗  𝑀𝑆𝐸𝑟 −  

𝑁𝑡𝑙

𝑁𝑡
∗  𝑀𝑆𝐸𝑙 ), 

где N — общее число выборок (объектов перед началом деления – в 

корневом узле), Nt— число выборок в текущем узле, Ntl — количество 

выборок в левом дочернем элементе, Ntr — число выборок в правом 

дочернем элементе, MSEr – MSE правого узла, MSEl – MSE левого узла. 

Если функции минимальных примесей будет меньше определённого 

нами показателя деления– то мы закончим создание ветвей, ветка создана 

не будет и узел принятия решения станет листом дерева. 

Тогда мы останавливаем деление. Узел превращается в лист. 

Показатели объектов по Y усредняем. При попадании нового объекта при 



прогнозировании результата в данный лист, его значение станет равно 

усредненному Y. 

Для рассматриваемого примера выберем x1<=5 – как вариант 

деления.  

Правый список, который получится после деления представлен в 

таблице 2. 

Таблица 2 

Правый список ветвления 

X0 X1 Y 

-4 8 24 

3 7 16 

 

Количество объектов – 2. 

𝑌̂ = (24 +16) : 2 = 20 

MSEr = ((24 – 20)2 + (16 – 20)2 ): 2= 32 : 2 = 16 

 

Левый список, который получится после деления представлен в 

таблице 3. 

Таблица 3 

Левый список ветвления 

X0 X1 Y 

2 -2 2 

1 3 4 

3 -6 3 

1 1 2 

-1 2 3 

2 2 6 

4 1 17 

 

Количество объектов – 7. 

𝑌̂ = (2 + 4 + 3 + 2 + 3 + 6 + 17) : 7 = 5.28 

MSEl = =( (2 – 5.28)2 + (4 – 5.28)2 + (3 – 5.28)2+ (2 – 5.28)2  + (3 – 5.28)2 

+ (6– 5.28)2 + (17 – 5.28)2) : 7 =  24.49 

Высчитываем Information Gain. 

Information Gain =  60.02 − (
2

9
16 +  

7

9
24.49) 

Предположим данный вариант оказался оптимальным из всех. Но 

будет ли принято данное ветвление будет ясно после расчета функции 

минимальных примесей. Если функция минимальных примесей для 



нашего примера окажется меньше определённого числа – 

характеризующего предел деления, то ветвление не состоится. 

Вычислим функцию минимальных примесей: 

Для варианта от корня Nt = N. Далее Nt – количество объектов на узле 

решения. 

9

9
(60.02 − 

2

9
∗  16 − 

7

9
∗  24.49) 

При пределе деления равном 3.7 мы получим дерево решений (см. 

рисунок 1) 

 
Рис. 1. Дерево решений 

 

Значения: MSE = squared_error, Samples – количество объектов, 

попавших в узел, Value – среднее значение (по Y) объектов, в узле. 

Правый узел далее не стал делится дальше, так как все варианты его 

деления выдавали функцию минимальных примесей меньше предела 

деления. 

Левый узел подобрал вариант деления при X0<=3.5. Далее с левой 

стороны ветки не возникают, так как тоже достигли предела деления. 

Мы получили дерево решений, теперь предскажем результат при 

x0=2 и x1=4. Если мы пойдем по дереву, то попадем в узел value = 3.333. 

Данный показатель и будет предсказанным значением. 

Задачу реализуем средствами языка программирования Python. 

# подключим библиотеку sklearn 

from sklearn import tree 

# прецеденты на основе которых проведем обучение модели 

регрессии 



x = [[2,-2],[1,3],[3,-6],[-4,8],[3,7], [1,1], [-1,2], [2,2], [4, 1]] 

y = [2,4,3,24,16,2, 3, 6, 17] 

# создаем модель, определяем максимальную глубину равную 3 

(max_depth) 

# случайность выбора прецедентов random_state = 42 

# показатель оценивания MSE (criterion='squared_error') 

# ограничения функции минимальных примесей 

(min_impurity_decrease=3.7) 

model = tree.DecisionTreeRegressor(max_depth=3, random_state = 42, 

criterion='squared_error', min_impurity_decrease=3.7) 

# обучение модели на основе прецедентов 

model.fit(x, y) 

# смотрим что предскажет модель если мы в нее подадим только 

признаки 

model.predict(x) 

Результат: 

array([ 3.33333333,  3.33333333,  3.33333333, 20., 20. , 3.33333333,  

3.33333333,  3.33333333, 17.  ]) 

Предсказание нового объекта: 

model.predict([[2,4]]) 

Результат: 

array([3.33333333]) 

Построим график отображающий данные для обучения и данные 

предсказания: 

import matplotlib.pyplot as plt 

x1 = [i[0] for i in x] 

x2 = [i[1] for i in x] 

fig = plt.figure() 

ax = fig.add_subplot(111, projection='3d') 

ax.plot(x1, x2, y,  label="x") 

ax.plot(x1, x2,  model.predict(x), label="DT Regression") 

plt.legend() 

Результат приведен на рисунке 2. 



 
Рис. 2. Показатели дерева решений 

 

Определим важность признаков для получения результата: 

model.feature_importances_ 

Результат: array([0.32219525, 0.67780475]) 

 

Пример 2. Решающее дерево в задачах классификации. 

Классификация – наиболее популярная задача машинного обучения, 

рассматриваемая с детьми на занятиях. Задача классификации: 

предсказание категории объекта. 

Мы располагаем набором прецедентов (изученных объектов), 

классификация которых нам известна (см. таблицу 4). 

Таблица 4 

Исходный набор прецедентов со значением 

Данные о прецеденте (его признаки) Классификация 

X0 X1 Y 

31 45 1 

29 47 0 

27 55 0 

35 53 1 

28 51 0 

40 50 1 

39 41 0 

 

Используем дерево решений для определения принадлежности 

объекта классу. При этом листы дерева будут указывать на класс. Для 

определения принципов ветвления на понадобится понятие энтропия. 



Энтропия — это мера случайности или неопределенности. Уровень 

энтропии колеблется от 0 до 1.  Когда энтропия равна 0, это означает, что 

подмножество чистое, то есть в нем нет случайных элементов. Когда 

энтропия равна 1, это означает высокую степень случайности. Другими 

словами, энтропия равна 0, это означает, что подмножество «чистое», то 

есть в нем нет энтропии: либо все «да», либо все голоса «нет», когда она 

равна 1, то это означает высокую степень случайности.  

Энтропия обозначается символами H(S) вычисляется: по следующей 

формуле: 𝐻 =  − ∑ 𝑃𝑖 log2 𝑃𝑖
𝑛
𝑖=1 , где Pi  - вероятность принадлежности 

элемента классу i, n – количество классов. 

В нашем случае два класса: P0 → Вероятность принадлежности к 

классу 0, P1 → Вероятность принадлежности к классу 1. 

Если в отборе (в узле) все элементы будут принадлежать одному 

классу, то энтропия будет равна 0.  Вычислим энтропию корня дерева 

(сейчас там находятся все прецеденты): 𝐻 =  −(𝑃0 log2 𝑃0 + 𝑃1 log2 𝑃1) 

В корневом узле дерева четыре прецедента класса 0 и три прецедента 

класса 1: P0 = 
4

7
, P1 =

3

7
. Вычисляя энтропию получим: H = 0.985. 

Данный показатель указывает на большую смешанность прецедентов 

двух классов. Варианты разбиения рассматриваются для каждого 

признака набора данных. Таким образом, для n значений признака данных 

будет n-1 точек разбиения. В большом наборе данных принято считать 

только варианты разделения при определенных процентах распределения 

значений: 10, 20, 30%.  

Перебираем варианты разделения для обоих признаков. В результате 

разбиения получаем два узла. Например, деление x0<=30. 

Правый узел представлен в таблице 5. 

Таблица 5 

Прецеденты правого узла 

Данные о прецеденте (его признаки) Классификация 

X0 X1 Y 

31 45 1 

35 53 1 

40 50 1 

39 41 0 

 

Вычислим энтропию – 0,81. 

 

Левый узел представлен в таблице 6. 



Таблица 6 

Прецеденты левого узла 

Данные о прецеденте (его признаки) Классификация 

X0 X1 Y 

29 47 0 

27 55 0 

28 51 0 

 

Вычислим энтропию – 0. 

Для каждого из узлов найдем информационный выигрыш: 

Information Gain (A)=Info(T)−InfoA(T) = 𝐻 − (
𝑁𝑡𝑟

𝑁𝑡
∗  Н𝑟 +  

𝑁𝑡𝑙

𝑁𝑡
∗  Н𝑙 ), 

где Nt— число выборок в текущем узле,  Ntl — количество выборок в левом 

дочернем элементе, Ntr — число выборок в правом дочернем элементе, H 

– энтропия корневого для ветвления узла, Hr – энтропия правого узла, Hl – 

энтропия левого узла. 

Вариант ветвления, в котором информационный выигрыш будет 

больше других оставляем. Деление новых узлов продолжим. 

Остановка деления произойдет в узле где энтропия равна 0 (значит 

там только однородные элементы) и попасть в данный узел будет 

обозначать принадлежность общему классу, или остановить деление 

можно при определённом маленьком показателе энтропии (означает 

весомое преобладание прецедентов определённого класса). 

Рассмотрим решение нашего примера на языке программирования 

Python и выведем полученное дерево (см. рисунок 3). 

import pandas as pd  

data = {'x0': [31, 29, 27, 35, 28, 40, 39],   'x1': [45, 47, 55, 53, 51, 50, 41],  

        'y': [1, 0, 0, 1, 0, 1, 0]}  

# создадим таблицу с данными 

df = pd.DataFrame(data) 

#отделим признаки от показателей класса 

X = df.drop(columns='y') 

Y = df.y 

from sklearn import tree 

model=tree.DecisionTreeClassifier(criterion="entropy") 

model.fit(X,Y) 

#Оценка модели 

model.score(X,Y) 



# Предсказание  

model.predict([[29,47]])[0] 

# Ответ: класс 0 

tree.plot_tree(model) 

 

 
Рис. 3. Дерево решений для задачи классификации 

 

Недостатки алгоритма: 

Отбор по всем параметрам – колонкам (перебор огромного 

количества вариантов). 

Алгоритм дерева решений переобучается, если не ограничить его 

максимальную глубину. Он обладает неограниченной гибкостью и может 

разрастаться, пока не достигнет состояния идеальной классификации, в 

которой каждому образцу из набора данных будет соответствовать один 

лист. Проблема в том, что такая модель выявляет не только 

закономерности в данных, но и любой присутствующий в них шум. 

Такую гибкую модель часто называют высоковариативной, 

поскольку параметры, формирующиеся в процессе обучения (такие как 

структура дерева решений) будут значительно варьироваться в 

зависимости от обучающего набора данных [3]. 

Если вернуться назад к созданию дерева и ограничить его глубину 

двумя слоями (сделав только одно разделение), классификация больше не 

будет на 100 % верной. Мы уменьшаем вариативность за счёт увеличения 

погрешности.  У недостаточно гибкой модели будет высокий уровень 

погрешности, поскольку она делает предположения относительно 

тренировочных данных (модель смещается в сторону предвзятых 

предположений о данных) [2, 3, 6].  



 

В качестве замены ограничению глубины, которое ведёт к 

уменьшению вариативности и увеличению погрешности, соберем набор 

деревьев в единую модель. Это и будет классификатор на основе леса 

деревьев принятия решений или «случайный лес». Случайный лес, 

состоит из большого количества отдельных деревьев решений, которые 

работают как ансамбль методов. Каждое дерево в случайном лесу 

возвращает прогноз класса, и класс с наибольшим количеством голосов 

становится прогнозом леса (для задач классификации) и усредненное 

значение для задач регрессии (предсказание). 

Модель использует две концепции, делающие лес случайным: 

1. Случайная выборка прецедентов из набора данных при построении 

деревьев. 

2. При разделении узлов выбираются случайные наборы параметров. 

В процессе тренировки каждое дерево случайного леса учится на 

случайном образце из набора данных. Каждое дерево в случайном лесу 

может выбирать только из случайного подмножества объектов. Это 

приводит к еще большей вариации между деревьями в модели и в 

конечном итоге к более слабой корреляции между деревьями и большему 

разнообразию. Так же используется определённая выборка параметров 

прецедента для разделения каждого узла в каждом отдельном дереве. 

Обычно размер выборки равен квадратному корню из общего числа 

параметров. Хотя обучение случайного леса можно провести и с полным 

набором параметров, как это обычно делается при регрессии. Этот 

параметр можно настроить в реализации случайного леса в Scikit-Learn 

[1,3,4].  

 

Пример 3. Случайный лес. 

import pandas as pd 

import numpy as np 

from sklearn.ensemble import RandomForestClassifier 

import pandas as pd  

data = {'x0': [31, 29, 27, 35, 28, 40, 39],  

        'x1': [45, 47, 55, 53, 51, 50, 41],  

        'y': [1, 0, 0, 1, 0, 1, 0]}  

# создадим таблицу с данными 

df = pd.DataFrame(data) 



#вытаскиваем столбец label и откладываем его в отдельный набор 

(pop - метод вытаскивания) 

labels = np.array(df.pop('y')) 

# Если в данных есть пропуски – заполняем их средним значением по 

столбцу  

df = df.fillna(df.mean()) 

# Строим случайный лес для задач классификации из 10 деревьев 

# max_features = 'sqrt' – метод выбора количества признаков (корень 

из общего количества) 

# n_jobs=-1 – задействовать все процессоры при расчета 

# verbose = 1 – вывод дополнительной информации 

model = RandomForestClassifier(n_estimators=10, random_state=50,  

                               max_features = 'sqrt', n_jobs=-1, verbose = 1) 

# Обучение модели 

model.fit(df, labels) 

# Действующая классификация 

rf_predictions = model.predict(df) 

print(rf_predictions ) 

# Вероятности для каждого класса 

rf_probs = model.predict_proba(df)[:, 1] 

print(rf_probs) 

# Предсказание 

model.predict([[29,47]]) 

 

Таким образом, в представленных примерах были 

продемонстрированы возможности использования методов машинного 

обучения на уроках информатики. Приведение подобных образцов 

заданий создают условия для осознания школьниками важности 

построения дальнейшей индивидуальной образовательной траектории и 

ранней профориентации через знакомство с перспективными 

направлениями развития ИТ-индустрии. 
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